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Transformer 是由 Vaswani 等人於其具開創性

的論文《Attention is all you need》中發表。這篇論

文的精髓就在標題中：事實證明, 一種叫做「neural 

attention」的簡單機制, 就可以用來建立很強大的

序列模型。這項發現在 NLP 領域引發了一場革命, 

neural attention 迅速成為深度學習中最有影響力的概

念之一。

認識 self-attention 機制

在閱讀本期 CIO 的過程中, 你可能會跳過一些部

分, 並專注於閱讀感興趣的部分。如果模型也這麼做, 

結果又會如何呢？這是一個簡單卻很強大的想法。

模型看到的所有輸入資訊, 對我們手上的任務而言

並非都一樣重要, 所以模型應該對某些特徵

「更加關注 (pay more attention)」, 而對其他

特徵「少關注一點 (pay less attention)」。

注意力的形式有很多種, 但原則上都是

對一組特徵的重要程度進行評分。其中, 關

聯性較高的特徵有著較高的分數, 關聯性較

低的特徵則有著較低的分數。這些分數要如

何計算, 以及應該拿它們做什麼, 會因方法不

同而有所差異。

重要的是, 這種 attention 機制不僅可以

用來凸顯或抹去某些特徵, 還能讓特徵具有

語境感知能力 (context-aware)。在傳統 NLP 

的嵌入空間中, 一個單字會有固定的位置, 代

表該單字與空間中其他單字的固定關係。

但是, 這並不完全是語言的運作方式, 因為一個

單字的意思通常取決於其語境。舉例來說, date 這個

單字可能代表「日期」, 也可能代表「約會」, 甚至

可能是「椰棗」的意思。這完全是依據該單字所在

句子的語境而定。

假設現在要處理以下例句：「The train left the 

station on time」, 先來看看句中的單字：station。

此處的 station 指的是哪一種 station？是廣播電台 

(radio station) 嗎？還是國際太空站 (International 

Space Station)？讓我們透過 self-attention 機制來釐

清 (見圖 1)。
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圖 1 self-attention 機制：在「station」和序列中其他單 間計算 attention 分
數 , 然後用這些分數對單 向量進行加權總和 , 產生一個新 「station」向量
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輸入序列

'the', 'train', 'left', 'the', 'station', 'on', 'time'

the

train

station

time

left

the

on

th
e

tra
in

le
ft

th st
at

io
n

e

on tim
e

1.0 0.3 0.1 0.5 0.2 0.1 0.1

0.3 1.0 0.6 0.3 0.8 0.1 0.2

0.1 0.6 1.0 0.1 0.6 0.1 0.1

0.5 0.3 0.1 1.0 0.3 0.1 0.2

0.2 0.8 0.6 0.3 1.0 0.2 0.2

0.1 0.1 0.1 0.1 0.2

0.1 0.2 0.1 0.2 0.2

1.0

1.0

0.5

0.5

0.2

0.8

0.6

0.3

1.0

0.2

0.2

the

t ar in

left

station

the

on

time

'the', 'train', 'left', 'the', 'station', 'on', 'time'

the

train

station

time

left

the

on

th
e

tra
in

le
ft

th st
at

io
n

e

on tim
e

1.0 0.3 0.1 0.5 0.2 0.1 0.1

0.3 1.0 0.6 0.3 0.8 0.1 0.2

0.1 0.6 1.0 0.1 0.6 0.1 0.1

0.5 0.3 0.1 1.0 0.3 0.1 0.2

0.2 0.8 0.6 0.3 1.0 0.2 0.2

0.1 0.1 0.1 0.1 0.2

0.1 0.2 0.1 0.2 0.2

1.0

1.0

0.5

0.5

0.2

0.8

0.6

0.3

1.0

0.2

0.2

the

t ar in

left

station

the

on

time

'the', 'train', 'left', 'the', 'station', 'on', 'time'

the

train

station

time

left

the

on

th
e

tra
in

le
ft

th st
at

io
n

e

on tim
e

1.0 0.3 0.1 0.5 0.2 0.1 0.1

0.3 1.0 0.6 0.3 0.8 0.1 0.2

0.1 0.6 1.0 0.1 0.6 0.1 0.1

0.5 0.3 0.1 1.0 0.3 0.1 0.2

0.2 0.8 0.6 0.3 1.0 0.2 0.2

0.1 0.1 0.1 0.1 0.2

0.1 0.2 0.1 0.2 0.2

1.0

1.0

0.5

0.5

0.2

0.8

0.6

0.3

1.0

0.2

0.2

the

t ar in

left

station

the

on

time

Softmax、縮放
及乘法操作
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普適化的 self-attention： 
query-key-value 模型

Transformer 架構最初是為了機器翻譯而開發。

在這種任務中, 你要處理兩個輸入序列：目前正在

翻譯的原始序列 (如「How's the weather today?」), 

以及要轉換成的目標序列 (如「éQué tiempo hace 
hoy?」)。Transformer 架構是一種 Seq2seq (sequence-
to-sequence, 序列至序列) 模型, 其目的是將一個序列

轉換成另一個序列。

假 設 有  3  個 序 列 ， 我 們 將 它 們 分 別 稱 為

「query」、「key」和「value」，我們要「針對 query 

中每個元素, 計算該元素與每個 key 元素的關聯性強

度, 並使用這些分數對 value 元素進行加權總和」。

這是搜尋引擎和推薦系統常見的應用，如圖 2。

概念上, 這就是 Transformer 架構的 attention 

在做的事。我們有一個描述查找對象的序列, 就是 

query 序列。我們還有一個能從中萃取資訊的序列, 

也就是 value 序列。每個 value 序列都被指派了一個 

key 序列, 它能將 query 和 value 進行比較。我們要做

的就是計算 query 和 key 的匹配程度, 接著傳回 value 

的加權總和。

在實際案例中, key 跟 value 通常會是同一個序

列。例如, 在機器翻譯中, query 就是目標序列, 而原

始序列則扮演 key 跟 value 的角色。針對 query 的每

個元素 (如「tiempo」, 西班牙語中的「天氣」), 我

們要檢視原始序列 (「How's the weather today?」) 中

的元素, 並檢視其與 query 元素的關聯性 (「tiempo」

和「weather」關聯性應該會很強)。當然, 如果只是

做序列分類, 那麼 query、key 跟 value 都是一樣的：

因為我們是將一個序列和自己做比較, 用整個序列的

語境來豐富每個 token 的資訊。

用 Transformer 進行 Seq2seq 學習

Seq2seq 學習是讓 Transformer 真正發光發熱的

任務。其中, neural attention 讓 Transformer 能處理更

長、更複雜的序列。

在把英文翻譯成西文時, 你不會一次讀一個單字, 

把它的意思記在腦中, 然後再一字字生成西文句子。

如果句子中只有 5 個字或許還可以, 但這種方法不太

可能用來處理整個段落。你應該會在原句和當前翻

譯結果之間來回檢視, 並根據原句中的不同詞彙, 得

出翻譯結果中的各部分。

這就是 neural attention 和 Transformer 能做到的

事。在一個 Seq2seq 的 Transformer 中, Transformer 

編碼器扮演的自然是編碼器的角色, 也就是會讀取原

始序列, 並產生它的編碼表示法。Transformer 編碼器

會把編碼後的表示法以序列的方式呈現：一個具語

境感知能力的嵌入向量序列。

有編碼自然也要解碼，回顧一下剛剛的 query-

key-value 模型：在 Transformer 解碼器中, 目標序列

是一個 attention「query」, 被用來更密切地關注原始

序列中的不同部分 (原始序列同時扮演 key 和 value 

的角色)。

本書節錄自《Keras 大神歸位：深度學習全面

進化！用 Python 實作CNN、RNN、GRU、LSTM、

GAN、VAE、Transformer》一書。
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圖 2 從資料庫中取得影像：將 query 與一組 key 做比
較 , 並使用匹配度分數對「value」 ( 影像 )  進行排序
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